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基于联合注意力机制的GH4169合金晶粒分割算法研究
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摘 要：针对高温合金晶粒形貌复杂、尺寸差异大、边界模糊且晶粒紧密连接导致分割难题，本研究提出一种融合通道与空

间信息的联合抑制注意力机制的晶粒度分割网络。该网络结合 Swin Transformer 的全局建模与深度卷积神经网络

（convolutional neural network，CNN）的局部细节恢复能力，并在解码器中引入融合通道与空间信息的联合抑制注意力机制，

有效抑制噪声和纹理干扰，提升特征筛选与泛化能力，同时强化浅层与深层特征融合，显著改善晶粒边界连贯性。结果表

明，所提算法在自制金相组织数据集上 IoU、F1-score分别可达到67.34%和78.62%，各项指标均优于主流高温合金中的晶粒

分割算法。
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1　引 言

精确的晶粒结构分布信息对于高温合金材料的性能

评估、工艺优化以及服役寿命预测等研究具有重要意

义[1]。显微图像中晶粒的语义分割是材料微观组织智能

分析的重要组成部分，其主要任务是从高分辨率金相图

像中提取晶粒相关特征，实现对图像中所有像素的语义

分类，从而完成对晶粒区域的精确分割与描述。

然而，高温合金中的晶粒结构常常呈现形貌复杂、尺

寸差异大、边界模糊及晶粒连接紧密等特性，显著增加了

分割任务的难度。高温合金在制备过程中，受成分、温

度、冷却速率等多种因素影响，晶粒形态变化多样，从细

小的等轴晶到长条状的柱状晶均有可能出现，这种复杂

形貌使得通用的分割算法难以准确识别每个晶粒。晶粒

尺寸方面，同一图像中晶粒尺寸差异可达数倍甚至数十

倍，小晶粒容易在分割中被遗漏或误判，大晶粒的细节特

征也可能因分辨率不足而丢失。同时，由于晶粒生长过

程中相互挤压，边界部分模糊不清，紧密相连的晶粒更是

难以区分。尤其是在存在孪晶、亚晶界以及第二相颗粒

等微观组织时，晶界位置往往难以准确判定。孪晶结构

与正常晶界的灰度和纹理特征相似，仅存在取向差异，这

对基于视觉特征的分割算法构成巨大挑战；亚晶界通常

较细且对比度低，在图像中难以清晰呈现；第二相颗粒的

存在可能干扰分割模型对晶界的判断，其位置和形态变

化也增加了分割的复杂性。此外，因样品制备过程中的

腐蚀不均匀、光照条件变化、成像对比度低以及背景夹杂

等因素，也进一步干扰了晶粒边界的识别与提取，给高精

度自动分割带来了严峻挑战。蚀刻不均会导致同一晶粒

内部灰度差异过大，光照条件变化使图像局部亮度不一，

成像对比度低模糊了晶界细节，而背景夹杂的存在则可

能被误判为晶粒或晶界，这些问题都极大地影响了分割

的准确性和可靠性。

随着高通量显微成像、图像识别与深度学习等技术

的快速发展，高分辨率材料微观组织图像的语义分割问

题受到了广泛关注。针对该问题，众多研究者提出了多

种基于传统图像处理和深度学习的分割方法[2–4]，以期实

现对晶粒、析出相及界面结构等微观组织的精准识别。

具体而言，传统方法主要依赖边缘检测、阈值分割和形态

学操作等手段，尽管在特定条件下具有一定效果，尤其对

人工先验所得构造特征提取模型依赖严重，进而对噪声、

边界模糊和形貌复杂性敏感，导致方法的泛化能力有限。

近年来，深度卷积神经网络（convolutional neural 

network, CNN）[5]、注意力机制[6]以及 Vision Transformer[7]

等新型架构的引入，显著推动了材料显微组织图像分割

技术的发展。特别是在语义分割任务中，诸如 U-Net[8]及

其多种变体、DeepLab 系列[9]、Mask R-CNN[10]等网络模

型，结合图像增强策略与边界感知机制，被广泛应用于各

类复杂微观结构的识别任务，并在多个实际应用场景中

取得了良好的分割性能与推广效果。如Munoz-Rodenas

等人[11]基于 DeepLabV3+、U-Net 和 SegNet 等典型分割

网络对钢铁材料的显微图像进行了对比研究，并分别引
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入预训练的 ResNet50、ResNet18 和 MobileNetv2 作为特

征提取器，用于低碳钢退火试样中珠光体与铁素体相的

自动分割任务。验证了深度语义分割网络在钢铁组织识

别中的有效性；Pokharel等人[12]结合DeepLabV3Plus等模

型优化多尺度孔隙识别，有效解决不规则结构与杂质干

扰下的自动化表征难题；Hirabayashi等人[13]将神经网络

的语义分割技术应用于多晶陶瓷三维成像的二次电子图

像，利用全卷积网络和 U-Net等深度学习模型，借助改进

深度准确性的训练图像，成功在数分钟内重建出单个体

素分辨率 20 nm 的千兆级体素 3D 显微结构；Zhou 等

人[14]针对高温合金多相遮挡致显微结构分割难的问题，

提出 MPU-Net 方法，通过端到端同步检测晶界与析出

物，并设计两种后处理策略优化边界检测，经 OM 和

FESEM图像验证，该方法性能优于现有方案，实现高效

自动化显微结构分析；Sun等人[15]针对金相组织图像标

注数据稀缺与复杂显微结构分割难题，设计一种自适应

并 行 注 意 力 模 块（adaptive parallel attention module, 

APAM）和融入多尺度扩张卷积的多头自适应注意力模

块，结合逐通道注意力与 LSTM 建模通道关系，在 

MetalDAM和UHCS公开数据集上达到了较好的效果； 

Duan等人[16]提出基于改进通道注意力机制的对抗生成

网络（generative adversarial network，GAN）方法，嵌入通

道注意力模块并结合全局上下文机制，用 Focal Loss优

化损失函数，有效缓解了原始金相图像噪声多、边界缺失

等导致晶粒提取难的问题。

高温合金微观组织图像中，晶粒结构呈现出显著的

非均质性，表现为尺度差异大、边界模糊、纹理复杂以及

背景噪声干扰强烈等特征。为提升对复杂结构的识别能

力，当前图像分割网络多采用多尺度特征融合策略，将浅

层的细节信息与深层的语义信息进行结合。然而，在微

观组织图像这一纹理细腻、噪声丰富的场景下，浅层特征

中往往包含大量与晶粒无关的背景纹理或伪边界响应，

若在融合阶段直接与深层语义特征连接，极易引入冗余

信息和误导性响应，进而导致模型产生特征混淆的风险。

为缓解这一问题，研究者们逐步引入注意力机制来增强

网络的特征选择能力。其中空间注意力机制可有效地增

强网络在空间上对于长距离依赖关系与上下文信息的能

力。而通道注意力机制可以引导网络自适应地对目标通

道进行选择，进而可增强网络对待分割目标有效特征的

关注能力，二者结合在一定程度上提升了模型在结构复

杂图像中的分割性能。典型代表如 SENet、CBAM、

DANet 等已在金属微观组织图像等边界模糊场景中取

得良好效果。尽管上述基于空间注意力以及通道注意力

的方法在一定程度上改善了模型的特征提取能力，当前

多数主流注意力机制核心关注于“增强有效特征”，相对

忽略对“抑制干扰信息”的显式建模能力，特别是在多尺

度特征融合过程中，对于浅层引入的冗余纹理响应缺乏

有效控制，仍可能影响整体分割质量。

针对上述痛点，本研究提出一种面向高温合金 

GH4169 晶粒语义分割任务的高性能分割网络—

SwinGrainNet。该网络采用 Transformer与CNN 相结合

的编解码结构，充分融合Swin Transformer在全局上下文

建模方面的优势与CNN在局部特征提取和空间细节恢

复方面的能力，提升模型对复杂晶粒结构的特征挖掘能

力。特别地，在解码器阶段引入通道-空间联合抑制注意

力 机 制（channel-spatial dropout attention module，

CSDA），通过融合通道注意力与空间注意力，有效增强

浅层与深层特征融合的选择性和判别性。同时，设计抑

制融合策略，显式建模“信息增强+噪声抑制”的融合过

程，有效过滤浅层特征中干扰性的背景纹理与伪边界响

应，缓解浅层噪声对深层语义表达的干扰问题，从而提升

边界建模的鲁棒性与晶粒分割的准确性。

2　实 验

为了解决上述问题，本文提出一种基于 Transformer 

与CNN编解码结构的高性能分割网络（SwinGrainNet）：

SwinGrainNet的编码器基于Swin Transformer架构，解码

器基于ConvNext架构。编码器主要用于提取高温合金金

相组织图像中晶粒的纹理、区域边界等浅层特征以及类别、

分布等深层语义特征。解码器主要用于对特征图进行分辨

率恢复，采用渐进式上采样对已提取特征图进行分辨率恢

复。SwinGrainNet网络总体结构如图1所示。

2.1　编解码器骨干网络

（1）基于Swin Transformer的编码器网络

网络中基于Swin Transformer的特征提取模块主要

由两个阶段组成。第 1 阶段通 Patch Partition 和 Patch 

Embedding 操作提取图像的低级局部结构特征。Patch 

Partition将输入图像划分为固定尺寸的图像块（如 4×4），

随后使用卷积核大小为 4×4、步长为 4、填充为 0 的卷积

层对图像块进行线性嵌入（Patch Embedding），输出维度

为 96 的初始特征表示。该阶段接一个 LayerNorm 层用

于稳定特征分布，提升网络训练的收敛性能。

第2阶段为层级化的Swin Transformer编码模块，由

4个连续阶段（Stage 1至Stage 4）组成，每个阶段均包含

多个Swin Transformer Block。具体地，Stage 1 至Stage 4

分别包含 2、2、6、2 个 Block，Block内部由改进的窗口多

头自注意力模块与跨窗口注意力模块组成，以建模图像

中的空间上下文与长程依赖关系。在每两个阶段之间插

入 Patch Merging模块，以步长为 2 的窗口进行空间降采

样，同时将通道数扩大 2 倍，以保留更丰富的语义信息，

进而能够有效提取金相图像中的局部纹理、边界轮廓及

深层语义特征。其参数如表1所示。
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        （2）基于ConvNeXt的解码器网络

网络中基于 ConvNeXt 的解码器模块旨在逐步恢复

空间分辨率并融合编码器提取的多尺度特征，从而实现

更高精度、更具结构完整性的金相图像边界分割输出。

该模块包含4个解码阶段，分别对应于编码器中4个不同

分辨率层级（Stage 1 至 Stage 4）的输出特征。在解码过

程中，首先将编码器末端输出的深层特征图通过双线性

插值进行上采样，并与上一层编码器输出进行通道拼接，

以融合语义与空间信息。拼接后的特征经过通道-空间

协同的注意力抑制模块（CSDA）处理，能够突出图像中

关键结构区域并有效抑制背景噪声。

在完成多尺度特征融合后，解码器引入轻量化

的 ConvNeXt Block 以进一步对融合特征进行深度重建

与表达增强。该模块通过深度可分离卷积与逐点卷积的

组合实现对局部空间上下文的高效建模，同时配

合 LayerNorm 归一化层与 GELU 激活函数增强非线性表

达能力与特征选择性。此外，在通道维度与空间维度中

引入 Dropout 正则化策略，有效缓解过拟合风险并提升

模型泛化性能。解码器整体沿用渐进式上采样的解码机

制，逐层恢复空间分辨率并整合多层语义特征，最终生成

具有精细边界结构的分割预测图。在保持较高计算效率

的同时，解码器充分发挥远程上下文感知与局部边缘建

模的优势，显著增强对金相图像中晶粒边界与细节纹理

的辨识能力。其具体参数配置如表2所示。

2.2　通道-空间协同的注意力抑制模块（（CSDA））

在解码器的特征融合阶段，本研究设计了一种融合

通道与空间信息的联合抑制注意力机制，用以实现特征

筛选与泛化能力的提升。该模块通过动态调节特征图中

表2  解码器网络参数表

Table 2  Decoder module configuration

Stage

1

2

3

4

Input size

(height×width)

16×16

32×32

64×64

256×256

Number of 

channels

512

256
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2

Upsampling method

Upsample (scale=2)

Upsample (scale=2)
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图1  SwinGrainNet网络整体结构图

Fig.1  Schematic of SwinGrainNet

表1  编码器网络参数表

Table 1  Encoder module configuration

Stage

Patch embedding

Stage 1

Stage 2

Stage 3

Stage 4

Input size (height×width)

256×256

64×64

32×32

16×16

8×8

Number of block

-

2

2

6

2

Number of channels

96

96

192

384

768

Downsampling method

Conv (4×4, stride=4, padding=0)

-

Patch merging (stride =2)

Patch merging (stride =2)

Patch merging (stride =2)
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不同空间区域及通道维度的关注权重，有效抑制噪声和

纹理突变等干扰信息，强化模型对目标晶粒区域的聚焦

与判别能力。同时，结合抑制融合机制，模块进一步增强

了模型的泛化性能，有效防止过拟合的发生。此外，该模

块通过强化浅层与深层特征的融合与交互，显著提升晶

粒边界的连贯性与完整性，实现了多尺度信息的高效补

充与利用。令F in ∈ RHf × Wf × Cf表示输入 CSDA的特征图，

Fout ∈ RHf × Wf × Cq 表示CSDA输出特征图，其中，Hf，Wf 分

别为输入CSDA的特征图的高、宽，Cf，Cq分别代表输入

输出特征图通道数。CSDA模块的流程描述如下：

首先，将输入的特征图 F in 输入通道注意力模块

（channel attention module，CAM）中。该模块旨在对不同

通道的重要性进行建模，从而增强具有判别性的特征并

抑制冗余信息。具体地，通道注意力模块首先对输入特

征图在空间维度上分别进行全局平均池化（global 

average pooling）和全局最大池化（global max pooling），

以不同的特征压缩方式，获得特征图不同的通道描述向

量。将这两个向量分别输入共享权重的卷积层进行特征

变换，随后，将两个输出向量通过逐元素相加的方式融

合，并通过 Sigmoid 激活函数生成归一化的通道注意力

权重。最后将权重向量与输入特征图进行逐元素乘法，

以实现对不同通道的重要性加权调制。其数学表达如式

（1）至式（3）所示。

F c
avg = fconv{ f leakyReLU [ fconv ( fs_avgpool ( F in ) ] } （1）

F c
max = fconv{ f leakyReLU [ ( fconv ( fs_maxpool ( F in ) ] } （2）

Fcam = fsigmoid ( Favg + Fmax )⊗ F in （3）

其中，F c
avg ∈ R1 × 1 × Cf 代表空间自适应平均池化分支输出

特征图；F c
max ∈ R1 × 1 × Cf代表空间自适应最大池化分支输

出特征图；Fcam ∈ RHf × Wf × Cf 代表通道注意力模块输出特

征图；fconv代表卷积操作；fleakyReLU 代表带泄露线性整流单

元操作；fs_avgpool 代表输出空间大小为 1的空间自适应平

均池化操作；fs_maxpool代表输出空间大小为 1的空间自适

应最大池化操作。

其次，将输入的特征图 F in 输入空间注意力模块

（spatial attention module，SAM）。SAM旨在通过捕捉特

征图中显著区域的空间分布模式，引导模型关注关键的

空间区域。具体地，空间注意力模块首先对输入特征图

沿通道维度分别执行最大池化和平均池化操作，后将这

两个空间图在通道维度进行拼接，输入卷积核大小为7 ×

7的卷积层，进而对特征图局部区域的显著性空间关系

进行捕获。最终，通过 Sigmoid 激活函数输出空间注意

力图，并与输入特征图按空间维度进行逐元素相乘，实现

空间维度上的特征重加权。其数学表达如式（4）至式（6）

所示：

F s
avg = fc_avgpool ( F in ) （4）

F s
max = fc_maxpool ( F in ) （5）

Fsam = fsigmoid{ fconv [ fconcat ( F s
avg,F

s
max ) ] }⊗ F in （6）

其中，F s
avg ∈ RHf × Wf × 1代表通道自适应平均池化分支输出

特征图；F s
max ∈ RHf × Wf × 1 代表通道自适应最大池化分支

输出特征图；Fcam ∈ RHf × Wf × Cf 代表空间注意力模块输出

特征图；fc_avgpool 代表输出通道数量为 1的通道自适应平

均池化操作；fs_maxpool代表输出通道数量为 1的通道自适

应最大池化操作。

为了进一步提升模型的泛化能力与鲁棒性，本模块

引入了抑制融合策略，即在通道注意力与空间注意力输

出之间添加随机失活机制。该机制在训练阶段随机抑制

部分通道或空间响应，从而有效缓解过拟合问题。最终

的输出特征图可表示为F m
out ∈ RHf × Wf × 2Cf，其数学表达如

式（7）所示：

F m
out = fconcat [ fdropout ( Fsam ), fdropout_2d ( Fcam ) ] （7）

在最终的特征融合模块（feature fusion module, 

FFM）中，为增强特征的非线性表达能力，首先对式(7)得

到的中间特征图F m
out进行通道维度扩张至2倍。随后，引

入通道重排机制（channel shuffle），通过通道分组与交叉

打乱，促进跨通道信息交互。后再经1 × 1卷积将特征图

还原至目标通道数。为提升梯度传递的稳定性与特征复

用能力，引入残差连接，最终实现特征表达能力增强。其

数学表达如式（8）所示：

Fffm = fconv{ fconv [ fc_shuffle ( fconv ( F m
out ) ) ] + F m

out } （8）

CSDA模块整体结构如图2所示。

2.3　实验设置

实验平台工作站搭载 Intel Xeon E5 2650 处理器，

376 GB内存，3个NVIDIA L4 24G显卡；深度学习框架

采用 Pytorch-1.8，以及 NVIDIA 公司 CUDA11.2 的 GPU

运行平台以及 cuDNN8.0 深度学习 GPU 加速库。实验

数据集为分辨率 2560 × 2048 的 GH4169 金相组织图

像，裁剪至 256 × 256 分辨率后共包含 800 张局部组织

图像，按照 7:2:1 进行数据集划分，其中训练集 560 张、

验证集 160 张、测试集 80 张。SwinGrainNet 网络训练

过程中，输入裁剪后分辨率 256 × 256 的金相组织图

像，使用随机水平翻转与归一化操作策略实现对金相

组织图像数据的增强。实验中，网络设置训练参数批

大小为 12、学习轮数为 151、初始学习率为 1×10–3，使

用 AdamW 优化器进行优化。网络训练过程中，使用

余弦学习率调整策略，调整周期为 20 轮，最小学习率

设置为 1×10–6。

3　结果与分析

3.1　实验评价指标

为 了 验 证 提 出 算 法 的 有 效 性 ，采 用 交 并 比

(intersection over union，IoU)和F1分数（F1-score）两个评

估指标进行算法有效性对比评价，各指标定义公式表示
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如式（9）与式（10）：

IoU =
TP

TP + FN + FP
（9）

F1-score=
2⋅precision⋅recall
precision+recall

（10）

式中，TP为金相组织图像分割结果中晶粒类别分割正确

的像素点总数；FP为金相组织图像分割结果中晶粒分割

错误的像素点总数；FN为金相组织图像分割结果中背景

类别分割错误的像素点总数。

3.2　消融实验

为了验证所提出的CSDA模块的有效性，在自制金

相图像数据集上开展了消融实验。消融实验主要从分割

结果的 IoU、F1-score 等指标进行对比，各变种模型的相

关参数设置和训练策略均相同，以文献[8]的语义分割模

型作为基线模型（Baseline）。表 3给出网络各变种的配

置与说明，消融实验对比结果如表4所示。

由表4可知，Baseline + CAM + FFM比Baseline分别

提高 2.02%（IoU）和 0.86%（F1-Score）；Baseline + SAM + 

FFM 比 Baseline 分别提高 1.78%（IoU）和 0.78%（F1-

Score）；Baseline+CAM+ SAM +FFM 比 Baseline 分别提

高 2.98%（IoU）和 2.09%（F1-Score）；Baseline+CAM+

SAM+FFM+dropout比Baseline分别提高 3.26%（IoU）和

2.39%（F1-Score）。分析表 4可知，对比Baseline，引入通
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图2  CSDA模块整体结构图

Fig.2  Schematic of CSDA

表3  SwinGrainNet模型变种结构表

Table 3  Variant structure of SwinGrainNet

Network variant

Baseline

Baseline+CAM+FFM

Baseline+SAM+FFM

Baseline+CAM+SAM+FFM

Baseline+CAM+SAM+FFM+Dropout

Detail

Baseline model Swin Transformer+ConvNeXT

Channel attention module+Feature fusion module

Spatial attention module+Feature fusion module

Channel attention module+Spatial attention module+Feature fusion module

Channel attention module+Spatial attention module+Feature fusion module +Dropout
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道注意力模块、空间注意力模块、特征融合模块以及特征

融合抑制机制后模型性能有较为明显的提升，证明所提

出的模块能显著提升模型对待分割晶粒的区域与边界信

息的关注能力。

3.3　对比实验

本小节为验证所提SwinGrainNet有效性，与几个主

流先进语义分割网络在金相数据集上进行了晶粒分割对

比 实 验 。 对 比 方 法 包 括 FCN[17]、Unet[8]、SegNet[18]、

DeeplabV3[9]、PSPNet[19]以及Swin-Unet[20]。

图 3为各类对比方法在金相数据集部分分割结果，

从左到右，图中第1列 Input为输入测试的金相图晶粒图

像，第 2列Ground Truth为真实标签图像。第 3列到第 8

列分别为 FCN、Unet、SegNet、DeeplabV3、PSPNet、Swin-

Unet 算法的语义分割结果，第 9 列 Ours 为本文所提

SwinGrainNet的语义分割结果。

（1）定性分析。图 3a~3g分别展示了在晶粒组织中

存在第二相颗粒干扰、腐蚀不均匀、孪晶及晶粒边缘特征

不明显的复杂情况下所提出的SwinGrainNet与其余先进

算法的分割效果比较。总体来看 ，提出的算法

SwinGrainNet相较于 FCN、Unet、Swin-Unet等算法能更

表4  消融实验结果

Table 4  Ablation experimental results

Method

Baseline

Baseline+CAM+FFM

Baseline+SAM+FFM

Baseline+CAM+SAM+FFM 

Baseline+CAM+SAM+FFM+dropout

IoU/%

65.01

66.32

66.17

66.95

67.13

F1-score/%

76.78

77.44

77.38

78.39

78.62

a

b

c

d

e

f

g

Input Ground-Truth FCN Unet SegNet DeeplabV3 PSPNet Swin-Unet This research

200200 µm µm

图3  金相图像数据集定性对比实验结果

Fig.3  Qualitative comparison results of metallographic image dataset: (a)–(g) OM images of different areas for the sample
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好地将金相组织图像中晶粒的空间细节信息以及语义分

析，使得SwinGrainNet能较好地缓解晶粒边界不清晰及

受到孪晶、阴影等干扰信息影响所导致的分割不精确问

题；对于受到阴影、光线影响较大的情况，如图 3a、3d所

示，对比FCN、Unet、Swin-Unet等算法，所提出算法能精

确的关注到不显著晶粒的边缘与区域形状，从而实现对

受到阴影、光线影响较大晶粒边界的精确分割；如图3b、

3c、3g所示，金相组织图像中的真实边界受到腐蚀不均

匀及孪晶等问题的影响，相较于FCN、Unet、Swin-Unet等

算法，所提算法可有效地注意到各类腐蚀不均匀及孪晶

影响下的准确晶粒边界，从而实现腐蚀不均匀及孪晶等

复杂因素影响下的晶粒边界分割；如图3e、3f所示，在过

曝或欠曝等极端成像条件下，相较于FCN、Unet、SegNet、

PSPNet等网络本研究所提出的 SwinGrainNet依能鲁棒

的提取关键边界特征，分割性能较优。综上所述，从金相

数据集的对比实验效果可以看出，提出的基于通道-空间

协同的注意力抑制模块的金相语义分割方法可有效对复

杂场景下的晶粒边界进行提取。

（2）定量分析。不同算法在金相数据集上分割结果

的定量分析表如表 5所示，定量分析所采用的指标主要

为交并比(IoU)和F1分数(F1-score)。由表5可知，提出的

SwinGrainNet模型在自制金相数据集上 IoU为 67.34%，

F1-score 为 78.62%。 实 验 结 果 表 明 ，所 提 出 的 

SwinGrainNet 相较于其他对比方法在各项指标上均取得

了显著提升。在 IoU指标上，SwinGrainNet相较于FCN、

UNet、SegNet、DeepLabV3 和PSPNet分别提升了6.87%、

2.47%、7.07%、8.00% 和 7.36%；在 F1-score指标上，分别

提升了 6.25%、2.18%、6.37%、7.44%和 6.67%。此外，与

基于 Transformer 架构的 Swin-Unet 相比，SwinGrainNet 

在 IoU和F1-score上仍分别提升了0.76%和0.73%。

4　结 论

1）构建了以 Swin Transformer为编码器、ConvNeXt

为解码器的骨干网络。利用Swin Transformer的全局建

模能力提取深层语义特征，结合 ConvNeXt的局部特征

提取优势进行渐进式分辨率恢复，有效解决了传统方法

难以兼顾大尺度结构信息与小尺度细节特征的问题。

2）设计了通道 - 空间协同的注意力抑制模块

（CSDA）。该模块融合通道注意力、空间注意力及抑制

融合机制，通过动态调节特征权重增强关键区域聚焦能

力，同时利用随机失活策略降低过拟合风险，显著提升了

特征融合效果与模型泛化能力。

3）在自建金相图像数据集上的定量与定性实验表

明，SwinGrainNet的核心性能指标优于多种先进对比算

法。其中，IoU达到 67.34%，F1-score达到 78.62%，相较

于 Swin-Unet 分别提升了 0.76% 和 0.73%；且在孪晶干

扰、腐蚀不均匀及极端成像条件下，仍能实现鲁棒且精确

的晶粒边界分割。
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Research on Segmentation Algorithm for GH4169 Alloy Grains Based on a Joint 

Attention Mechanism

Deng Bowen, Li Ke, Zhang Xinyuan, Zhao Yanru, Shi Puying, Wang Hu, Gao Huixian, Yang Chao

(Western Superconducting Technologies Co., Ltd, Xi’an 710018, China)

Abstract: To tackle the segmentation challenges arising from the complex morphology, significant size variations, blurred boundaries, and tight 

interconnections of superalloy grains, this research presents a grain segmentation network integrated with a joint suppression attention mechanism 

that fuses channel and spatial information. The proposed network combines the global modeling capacity of Swin Transformer and the local detail 

restoration capability of a convolutional neural network (CNN), and embeds the aforementioned joint suppression attention mechanism, which 

integrates channel and spatial information, into the decoder. Results show that this mechanism effectively suppresses noise and texture 

interference, enhances the abilities of feature screening and generalization, and reinforces the fusion of shallow and deep features, thereby 

markedly improving the continuity of grain boundaries. Experimental results demonstrate that the proposed algorithm achieves an IoU of 67.34% 

and an F1-score of 78.62% on the self-constructed metallographic dataset, with all metrics outperforming those of mainstream grain segmentation 

algorithms for superalloys.

Key words: superalloy; metallographic image segmentation; attention mechanism; CNN
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